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Semi-Supervised GAN
Semi-Supervised GAN представляет собой модификацию обычной GAN, в которой дискриминатор выполняет не только различение реальных и фальшивых изображений, но и функцию многоклассового классификатора.
Если в датасете имеется K классов, то выход дискриминатора содержит K+1 выходов:
· первые K выходов соответствуют реальным классам;
· последний выход соответствует классу «fake» для сгенерированных изображений.
Таким образом:
· для размеченных изображений модель обучается правильно определять класс;
· для неразмеченных реальных изображений модель обучается считать их реальными;
· для изображений генератора модель обучается относить их к фальшивому классу.
Этот подход особенно полезен в задачах, где ручная разметка данных является дорогостоящей или трудоемкой.

Архитектура модели
2.1. Генератор
Генератор получает на вход случайный вектор шума размерности latent_dim и преобразует его в изображение. Обычно используются:
· полносвязные слои;
· Batch Normalization;
· функции активации ReLU;
· слой tanh на выходе.
2.2. Дискриминатор
Дискриминатор принимает изображение и возвращает вероятности принадлежности к одному из K+1 классов. В отличие от классической GAN, здесь дискриминатор играет две роли:
1. классифицирует реальные изображения по классам;
2. определяет, является ли изображение сгенерированным.
Для этого обычно используются:
· сверточные слои;
· LeakyReLU;
· Dropout;
· Softmax на выходе.

Ход работы
3.1. Выбор набора данных
В качестве примера можно использовать набор MNIST или другой.
Этапы выполнения:
1. Загрузка и предобработка данных.
2. Разделение данных на размеченную и неразмеченную части.
3. Построение генератора.
4. Построение дискриминатора с K+1 классами.
5. Обучение дискриминатора на размеченных, неразмеченных и сгенерированных данных.
6. Обучение генератора через состязательный процесс.
7. Генерация новых изображений.
8. Анализ результатов.

Пример реализации на Keras
import numpy as np
import matplotlib.pyplot as plt
from tensorflow.keras.datasets import mnist
from tensorflow.keras.layers import Input, Dense, Reshape, Flatten, Dropout
from tensorflow.keras.layers import BatchNormalization, LeakyReLU
from tensorflow.keras.layers import Conv2D, Conv2DTranspose
from tensorflow.keras.models import Model, Sequential
from tensorflow.keras.optimizers import Adam
from tensorflow.keras.utils import to_categorical
import tensorflow as tf

# Параметры
img_rows = 28
img_cols = 28
channels = 1
img_shape = (img_rows, img_cols, channels)
latent_dim = 100
num_classes = 10

# Загрузка данных
(x_train, y_train), (_, _) = mnist.load_data()

x_train = x_train.astype(np.float32) / 127.5 - 1.
x_train = np.expand_dims(x_train, axis=-1)

# Выделим небольшую размеченную часть
n_labeled = 1000
x_labeled = x_train[:n_labeled]
y_labeled = y_train[:n_labeled]

x_unlabeled = x_train[n_labeled:]

y_labeled_cat = to_categorical(y_labeled, num_classes=num_classes + 1)[:, :num_classes]

# -----------------------------
# Генератор
# -----------------------------
def build_generator():
    model = Sequential()

    model.add(Dense(7 * 7 * 128, activation="relu", input_dim=latent_dim))
    model.add(Reshape((7, 7, 128)))
    model.add(BatchNormalization())

    model.add(Conv2DTranspose(128, kernel_size=4, strides=2, padding="same"))
    model.add(LeakyReLU(alpha=0.2))
    model.add(BatchNormalization())

    model.add(Conv2DTranspose(64, kernel_size=4, strides=2, padding="same"))
    model.add(LeakyReLU(alpha=0.2))
    model.add(BatchNormalization())

    model.add(Conv2D(1, kernel_size=7, activation='tanh', padding='same'))

    noise = Input(shape=(latent_dim,))
    img = model(noise)

    return Model(noise, img)

# -----------------------------
# Дискриминатор
# -----------------------------
def build_discriminator():
    img = Input(shape=img_shape)

    x = Conv2D(64, kernel_size=3, strides=2, padding='same')(img)
    x = LeakyReLU(alpha=0.2)(x)
    x = Dropout(0.4)(x)

    x = Conv2D(128, kernel_size=3, strides=2, padding='same')(x)
    x = LeakyReLU(alpha=0.2)(x)
    x = Dropout(0.4)(x)

    x = Flatten()(x)
    out = Dense(num_classes + 1, activation='softmax')(x)  # 10 классов + fake

    return Model(img, out)

discriminator = build_discriminator()
discriminator.compile(
    loss='categorical_crossentropy',
    optimizer=Adam(0.0002, 0.5),
    metrics=['accuracy']
)

generator = build_generator()

# -----------------------------
# Комбинированная модель
# -----------------------------
discriminator.trainable = False
z = Input(shape=(latent_dim,))
img = generator(z)
valid = discriminator(img)

combined = Model(z, valid)
combined.compile(loss='categorical_crossentropy', optimizer=Adam(0.0002, 0.5))

# -----------------------------
# Функция генерации шума
# -----------------------------
def sample_noise(batch_size):
    return np.random.normal(0, 1, (batch_size, latent_dim))

# -----------------------------
# Обучение
# -----------------------------
batch_size = 64
epochs = 5000
sample_interval = 1000

fake_label = to_categorical([num_classes] * batch_size, num_classes=num_classes + 1)

for epoch in range(epochs):

    # ---- Обучение дискриминатора на размеченных данных ----
    idx = np.random.randint(0, x_labeled.shape[0], batch_size)
    imgs_l = x_labeled[idx]
    labels_l = to_categorical(y_labeled[idx], num_classes=num_classes + 1)

    d_loss_real_labeled = discriminator.train_on_batch(imgs_l, labels_l)

    # ---- Обучение дискриминатора на неразмеченных реальных данных ----
    idx = np.random.randint(0, x_unlabeled.shape[0], batch_size)
    imgs_u = x_unlabeled[idx]

    pseudo_real = np.zeros((batch_size, num_classes + 1))
    pseudo_real[:, :num_classes] = 1.0 / num_classes

    d_loss_real_unlabeled = discriminator.train_on_batch(imgs_u, pseudo_real)

    # ---- Обучение дискриминатора на fake изображениях ----
    noise = sample_noise(batch_size)
    gen_imgs = generator.predict(noise, verbose=0)

    d_loss_fake = discriminator.train_on_batch(gen_imgs, fake_label)

    # ---- Обучение генератора ----
    noise = sample_noise(batch_size)
    misleading_targets = np.zeros((batch_size, num_classes + 1))
    misleading_targets[:, :num_classes] = 1.0 / num_classes

    g_loss = combined.train_on_batch(noise, misleading_targets)

    if epoch % sample_interval == 0:
        print(f"{epoch} [D labeled loss: {d_loss_real_labeled[0]:.4f}, acc.: {100*d_loss_real_labeled[1]:.2f}%] "
              f"[D fake loss: {d_loss_fake[0]:.4f}] [G loss: {g_loss:.4f}]")

Визуализация результатов
def save_generated_images(generator, epoch, examples=16, dim=(4,4), figsize=(6,6)):
    noise = np.random.normal(0, 1, (examples, latent_dim))
    generated_images = generator.predict(noise, verbose=0)
    generated_images = 0.5 * generated_images + 0.5

    plt.figure(figsize=figsize)
    for i in range(generated_images.shape[0]):
        plt.subplot(dim[0], dim[1], i+1)
        plt.imshow(generated_images[i, :, :, 0], cmap='gray')
        plt.axis('off')
    plt.tight_layout()
    plt.show()

save_generated_images(generator, epoch=0)
